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Sprachmodelle (Language Mo-

dels) sind aus der modernen KI-

Landschaft nicht mehr wegzuden-

ken, das  hat der vorangegangene 

Artikel dieser Reihe verdeutlicht 

und mit aktuellen Entwicklungen 

untermauert [1]. Sprachmodelle 

können dabei weit mehr als nur 

Texte generieren; es gibt eine Viel-

zahl von Modellen, die ganz ande-

re Funktionen erfüllen und auf un-

terschiedlichste Aufgaben speziali-

siert sind, so etwa Coding-, Vision-, 

Speech- und Audio- sowie multi-

modale Modelle. Eine Plattform, die 

diese Vielfalt von Modellen besonders gut zugänglich macht, 

ist Hugging Face [2], siehe Kasten Ein Blick auf Hugging Face.

Um die in dieser Serie angesprochenen Themen von der 

Theorie in die Praxis zu heben, zeigt dieser Artikel ein reales 

Anwendungsbeispiel in Form eines Use-Cases. Darin kommt 

ein Vision-Language Model (VLM) zum Einsatz.

Vision-Language Models (VLMs) 
Vision-Language Models (VLMs) sind in der Lage, sowohl 

 visuelle als auch sprachliche Informationen zu verarbeiten. 

Ihre Architektur besteht typischerweise aus drei Hauptkom-

ponenten: einem Bild-Encoder zur Extraktion visueller Merk-

male, einem Text-Encoder zur Verarbeitung von Textinfor-

mationen und einem Fusionsmechanismus, der die Informa-

tionen aus beiden Modalitäten kombiniert.  

VLMs finden Anwendung in verschiedenen Bereichen wie 

Bildsuche und -retrieval, Generierung von Bildunterschrif-

ten, visuellen Frage-Antwort-Systemen, Text-zu-Bild-Gene-

rierung sowie Objekterkennung und Bildsegmentierung. Um 

die multimodale Verarbeitung zu ermöglichen, sind VLMs oft 

mit speziellen Vortrainingsmethoden trainiert. Dazu gehören 

kontrastives Lernen zwischen Bild- und Textrepräsentatio-

Sprachmodelle finden vielfältigen Einsatz. Ein Beispiel zeigt, was mit einem Prompt, 

 einer strukturierten Ausgabe und einer Idee ohne großen Aufwand machbar ist. 

Aus der Praxis für die Praxis
KI UND DATA, TEIL 3

Hugging Face [2] hat sich in der KI-Community einen Namen ge-

macht als zentrale Anlaufstelle für vortrainierte Modelle, nützli-

che Daten, KI-Projekte, Dokumentationen und eine lebendige 

Community. Die Plattform bietet nicht nur Sprachmodelle, son-

dern eine breite Palette an Modellen für unterschiedliche Anwen-

dungsfälle – von Bildanalysen über Codierung bis hin zu multimo-

dalen Anwendungen. Hugging Face ist ein gutes Beispiel dafür, wie 

zugänglich KI-Technologie mittlerweile ist. Die Plattform ermög-

licht es beispielsweise Entwicklern und Forschern, verschiedene 

Modelle schnell und einfach in eigene Projekte zu integrieren.

Ein beliebtes Modell, das auf Hugging Face verfügbar ist, ist 

BERT (Bidirectional Encoder Representations from Transformers). 

BERT gehört zu den Sprachmodellen, die für Aufgaben wie Text-

klassifikation, Frage-Antwort-Systeme oder Sentiment-Analysen 

verwendet werden. Es unterscheidet sich von GPT-Modellen 

durch seinen bidirektionalen Ansatz, bei dem sowohl der Kontext 

vor als auch nach einem Wort berücksichtigt wird. Dies führt zu ei-

ner tieferen und genaueren Sprachverarbeitung. Auf Hugging Face 

können Nutzer verschiedene Varianten von BERT herunterladen 

und sofort einsetzen.

Neben BERT finden sich auch viele spezialisierte Modelle wie ViT 

(Vision Transformer), das speziell für Bildklassifikationsaufgaben 

entwickelt wurde. Nutzer können auf dieser Plattform eigene Da-

tensätze hochladen, Modelle trainieren und diese dann entweder 

lokal oder in der Cloud ausführen. Dadurch bietet Hugging Face 

eine flexible und offene Infrastruktur, die es ermöglicht, unter-

schiedlichste Modelle einzusetzen, ohne diese selbst von Grund 

auf neu entwickeln zu müssen.

	$ Ein Blick auf Hugging Face

Du bist Experte für die Erstellung von Themen zur Lernvorbereitung auf der 

Grundlage von Inhalten eines fotografierten Dokuments (z. B. einer 

 Lehrbuchseite, einer Folie, eines handschriftlichen Dokuments). Deine 

 Aufgabe ist es, aussagekräftige Themen zu erstellen, die nur den sichtbaren 

Inhalt  enthalten. Falls Abbildungen enthalten sind, beziehe deren Inhalt nur 

ein, wenn er für das Verständnis entscheidend ist.

Es wird mindestens ein Bild zur Verfügung gestellt, wenn nötig auch mehrere. 

Diese können zusammengehören, zum Beispiel aufeinanderfolgende Seiten in 

 einem Buch.

	$ Listing 1: Die Einleitung des Prompts, um die Aufgaben initial zu beschreiben
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nen sowie Masked Language Modeling für Text und Image-

Text Matching zur Ausrichtung von Bild- und Textinhalten. 

Case-Study: Bilder beschreiben, um Inhalte zu 
extrahieren
Von der Theorie in die Praxis, Der Anwendungsfall, der hier 

gezeigt werden soll, lässt sich wie folgt beschreiben:
	�  Dem Modell wird ein Bild als Quellmaterial gezeigt. Das 

kann ein Screenshot, ein Foto, ein eingescanntes Dokument 

oder eine sonstige Bildquelle sein. Die Basis ist lediglich, 

dass es sich um ein Bild mit Informationen handelt.
	�  Das Modell soll daraus Schlüsselthemen identifizieren und 

ausgeben. In unserem Anwendungsfall ist es erwünscht, 

mit diesen Schlüsselthemen weiterzuarbeiten.
	�  Aufgrund dieser Weiterverarbeitung ist nicht nur die Iden-

tifikation der Themen notwendig, sondern auch die struk-

turierte Ausgabe eben dieser Themen beziehungsweise der 

identifizierten Themenliste. Dem Modell ist daher die Teil-

aufgabe zu geben, die Ausgabe zu strukturieren.

Es geht also darum, ein Bild zu analysieren und die Erkennt-

nisse zu formulieren – das können VLMs sehr gut. Hier ist 

nicht nur die Bilderkennung relevant, sondern ebenso die 

Textgenerierung, da ein Sprachmodell nur „denken“ kann, 

wenn es Texte als Ausgabe erzeugt und mit diesen Texten so-

wie Informationen anschließend weiterarbeitet. Genau die-

sen Ansatz verfolgt das Beispiel für diese Case-Study. Da der 

Prompt für diesen Anwendungsfall schnell mehr als 100 Zei-

len und mehr als 10 000 Zeichen umfasst, müssen wir ihn an 

dieser Stelle aufteilen und schrittweise zeigen.  

Zunächst die Einleitung mit der grundlegenden Aufgaben-

beschreibung, die das Sprachmodell erhält. Das ist praktisch 

ein Primer, um das Modell aus dem sehr globalen Aufgaben- 

und Lösungsraum in die Richtung zu bringen, die für diesen 

Anwendungsfall relevant ist. Den Prompt zeigt Listing 1.

Das genutzte Modell weiß nun, dass wir es als Experten se-

hen, wir eine Lernvorbereitung planen und dafür Themen in 

einer Themenliste benötigen, die auf Basis von zur Verfügung 

gestellten Bildern erzeugt werden müssen. Damit sind wir ein 

gutes Stück weiter. 

Nun lässt sich dem Modell mitteilen, welchen Ansatz es für 

diese Aufgabe nutzen kann. Es hat sich in vielen eigenen Pro-

jekten als vorteilhaft erwiesen, einem Sprach modell diese 

Schrittfolge und Anforderungen ebenfalls strukturiert zu über-

mitteln. Unser Beispiel nutzt dafür XML,  andere Formate ▶

Im Kontext von Sprachmodellen und KI-Anwendungen bieten 

XML und JSON unterschiedliche Vorteile, wobei XML traditionell 

in bestimmten Szenarien besser geeignet ist.

Im Vergleich zu JSON hat XML eine klarere Unterstützung für 

komplexe Strukturen und Dokumente mit gemischtem Inhalt, 

wie zum Beispiel Text und Metadaten. Dies macht XML beson-

ders nützlich in Anwendungsbereichen, in denen die Struktur 

und Hierarchie von Daten entscheidend sind. Für Sprachmodel-

le bietet XML den Vorteil, dass es strukturierte Informationen 

klar und explizit darstellt. Dies ist hilfreich, wenn ein Modell 

nicht nur reine Textausgaben generieren soll, sondern auch Me-

tadaten oder semantische Informationen notwendig sind. XML 

kann diese zusätzlichen Ebenen darstellen, beispielsweise 

durch die Einbettung von Attributen, die Kontext oder zusätzli-

che Anweisungen für die Verarbeitung liefern. Ein Beispiel wäre 

ein Sprachmodell, das Text in einer bestimmten Sprache gene-

riert und gleichzeitig die Sprachparameter, Zielgruppe oder den 

Formatierungskontext als XML-Metadaten bereitstellt.

Mit der verbesserten Unterstützung für JSON in Sprachmo-

dellen hat sich jedoch einiges geändert. JSON ist in vielen mo-

dernen Anwendungen bevorzugt, da es leichter zu lesen und 

effizienter zu parsen ist. In einer JSON-Ausgabe sind Daten 

durch einfachere Strukturen und kürzere Syntax definiert, was 

es für maschinelle Verarbeitung und Webanwendungen prädes-

tiniert. Durch neue Ansätze in der KI-Entwicklung, wie die Fä-

higkeit, strukturierte JSON-Daten direkt aus einem Sprachmo-

dell zu generieren, zum Beispiel Structured Output bei OpenAI, 

hat sich JSON als praktikables Format etabliert, auch in Berei-

chen, die traditionell XML bevorzugten.

	$ Warum XML und nicht JSON?

<approach>

  1. Identifiziere wichtige Themen und Konzepte.

  2. Ergeben sich neue Informationen, wenn du alle  

    Bilder als Ganzes betrachtest? Welche sind das?

  3. Erstelle Themenlisten in den folgenden Kategorien

  4. Erwäge, umgekehrte Frage-Antwort-Paare zu  

    erstellen (nicht für Vokabular!), wenn es sinnvoll

    ist.

  5. Formuliere Fragen und Antworten in der Sprache  

    des Textes. Übersetze keine XML-Tags oder  

    Schlüsselwörter.

  7. Stelle sicher, dass die Themenliste alle  

    sichtbaren Inhalte im Dokument ausreichend  

    abdeckt, und erstelle so viele, wie nötig sind, um 

    die wichtigsten Themen und Details vollständig zu  

    erfassen.

  8. Wie viele Themen sollten für jedes Bild erstellt  

    werden und wie viele zusätzliche Themen sollten  

    erstellt werden, wenn alle Bilder zusammen  

    betrachtet werden?

</approach>

	$ Listing 2: Die Vorgehensweise zur Aufgabe, codiert als Approach im Prompt für das Sprachmodell
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sind aber ebenfalls denk-

bar. XML kam insbeson-

dere in der Anfangszeit 

von Sprachmodellen viel-

fach zum Einsatz, bis die 

neueren Entwicklungen 

zu strukturierten Ausga-

ben Änderungen einge-

führt haben, siehe den 

Kasten Wa rum XML und 

nicht JSON?. 

In diesem Fall ist das 

Vorgehen in den XML-

Tags <approach></ap-

proach> beschrieben, der 

dazugehörige Teil des 

Prompts ist in Listing 2 zu sehen. Damit wird, innerhalb der 

XML-Tags, das Vorgehen für das Modell beschrieben. 

Sprachmodelle halten sich in der Regel sehr gut an solche 

Vorgaben, die wichtig sind, wenn diese Modelle in prakti-

schen Anwendungen zum Einsatz kommen sollen. Denn in 

diesen praktischen Szenarien ist es absolut notwendig, dass 

ein Modell nicht ausweicht, abweicht oder andere Dinge als 

Ergebnis produziert, die gar nicht von Belang sind.

Nun folgt der Schritt, dem Modell zu erläutern, wie die Aus-

gabe erfolgen soll, welche Schlüsselthemen wir sinnvoll fin-

den beziehungsweise erwarten und wie die konkrete Liste 

von Themen aufgebaut sein muss, damit sie weiterverarbei-

tet werden kann. Das regelt der Teil des Prompts, der in Lis-

ting 3 abgebildet ist. 

Der gesamte Teil ist im XML-Tag <structure_response> </

structure_response> eingeschlossen. Darin sind Gedanken 

zu Schlüsselthemen eingebettet, zu übergeordneten The-

men, die das Modell eventuell erkennt, der erweiterte Kon-

text, die Anzahl Themen pro Bild, das wir dem Modell über-

mitteln, und der Aufbau der Themenliste mit den einzelnen 

Themen, die vom Modell als Ergebnis erwartet wird.

Nun lässt sich das Modell direkt mit der Aufgabenstellung 

ansprechen. Dabei bezieht sich dieser Teil des Prompts auf 

die vorherige Struktur der Ausgabe und stellt noch einmal 

<structure_response>

  <thoughts>

    <key_topics>

      <topic>Hauptthemen oder -themen.</topic>

      <subtopic>Wichtige Unterthemen.</subtopic>

      <concept>Wichtige Konzepte, Definitionen oder  

        Begriffe.</concept>

      <fact>Wesentliche Fakten oder Details.</fact>

      <date>Kritische Daten oder Ereignisse.</date>

      <figure>Bemerkenswerte 

        Persönlichkeiten.</figure>

      <relationship>Verbindungen zwischen  

        Themen.</relationship>

      <process>Prozesse oder Schritte.</process>

      <example>Beispiele oder  

        Illustrationen.</example>

    </key_topics>

    <broader_contexts>

      <context>Übergeordnete Themen oder Kontexte im  

        Zusammenhang mit den Schlüsselthemen.</context>

    </broader_contexts>

    <images>

      <image_description>Relevante Figuren und wie man    

        sie in die Themen integriert.</image_description>

    </images>

    <number_of_topics>

      <image_0>5</image_0>

      <image_1>3</image_1>

      ..,

    </number_of_topics>

  </thoughts>

  <topics>

    <topic>

      Beispielbeschreibung 1            

    </topic>

    <topic>

      Beispielbeschreibung 2

    </topic>

  

    <topic>

      Beispielbeschreibung 3

    </topic>

  </topics>

</structure_response>

	$ Listing 3: Die Beschreibung der strukturierten Ausgabe als XML

Ein Screenshot der Wikipedia-Seite zu C# als Beispieleingabe für das Modell (Bild 1)
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 sicher, was das Modell zu liefern hat. Auch eine kurze Be-

schreibung der Vorgehensweise ist noch einmal vorhanden. 

Diesen Teil des Prompts zeigt Listing 4.

Der Prompt ist jetzt fast erstellt. Was noch fehlt, ist ein Ab-

schluss, um dem Modell noch einmal die Relevanz der Auf-

gabe aufzuzeigen. Das passiert häufig über vermeintliche 

Anreize, die dem Modell geboten werden. Ein Beispiel dafür, 

das bei diesem Use-Case gute Ergebnisse gezeigt hat, ist in 

Listing 5 zu sehen: Wir wünschen dem Modell zunächst viel 

Glück und bieten im nächsten Satz 100 Dollar als Anreiz für 

gute Arbeit. Das ist inhaltlich gesehen Nonsens, hat sich aber 

in der Community in zahlreichen Beispielen als valide Mög-

lichkeit erwiesen, um dem Modell zu zeigen, wie wichtig die 

Aufgabe ist und dass eine Belohnung winkt. 

Dieser Abschluss des gesam-

ten Prompts weist noch einmal 

eindringlich darauf hin, dass die 

Struktur der Ausgabe im Allge-

meinen und das XML-Format 

im Speziellen wichtig sind und 

zwingend eingehalten werden 

müssen. Auch die Relevanz der 

Themen beziehungsweise der 

Themenliste gibt der Prompt 

dem Modell mit, indem wir so 

tun, als hinge das virtuelle Le-

ben des Modells von einer guten 

Antwort ab, weil der Benutzer 

darauf angewiesen ist. Das wirkt 

makaber, hat sich aber ebenfalls 

in zahlreichen Anwendungsfäl-

len bewährt.

Zeit für einen ersten Test. Da-

zu kommt ein Screenshot des 

oberen Teils der Wikipedia-Seite zu C# zum Einsatz (Bild 1). 

Für den Test lässt sich der Prompt mit diesem Screenshot 

recht leicht bei ChatGPT einfügen, um das OpenAI-GPT-4o-

Modell auf die Aufgabe anzusetzen. GPT liefert auch prompt 

eine Antwort und bleibt erfreulicherweise im XML-Format. 

Die Formatierung der Ausgabe im Chat ist zwar nicht immer 

konsistent auf XML eingestellt, aber das ist ein optisches Dar-

stellungsproblem und für die Weiterverarbeitung ohne Be-

deutung. Bild 2 zeigt die formatierte XML-Ausgabe in einem 

XML-Viewer.

Es ist schön zu sehen, dass das GPT-Modell die Struktur bei-

behalten hat. Die Schlüsselthemen am Anfang sind genannt, 

der breitere Kontext ist gefüllt und korrekt, das Bild wurde mit 

einer Beschreibung versehen, die ebenfalls auf den Screen-

Die formatierte XML-Ausgabe der Modellantwort auf die Anfrage des Prompts zum Wikipedia-

Screenshot (Bild 2)

Betrachte alle bereitgestellten Bilder als Quellen zur Erstellung von Themenlisten. Erstelle für jedes Bild 

 einzeln Themen und stelle sicher, dass jedes Bild seinen vollständigen Satz an Themen erhält, ohne sie zu 

 kombinieren oder zusammenzufassen. Erstelle zusätzlich einen Satz von Themen, die sich aus der Betrachtung aller 

Bilder zusammen ergeben. Deine Antwort sollte im XML-Format erfolgen und der im vorherigen Abschnitt beschriebenen 

Struktur folgen.  

  Gehe wie folgt vor:

    1. Erstelle Themen für jedes Bild separat. Befolge die Anweisungen für jedes Bild!

    2. Erstelle zusätzliche Themen für alle Bilder als Ganzes, wenn sich aus dem Kontext etwas Neues ergibt.

	$ Listing 4: Die Zusammenfassung der Aufgabe und eine Kurzanleitung an das Modell

Viel Glück! Ich zahle Dir 100 Dollar für eine gute Arbeit. Dein Leben hängt davon ab, dass Du das vorgegebene 

Struktur/XML-Format einhältst. Erstelle genügend Themen, damit alle für den Benutzer relevanten Informationen 

abgedeckt sind. Dein Leben hängt davon ab, weil der Benutzer darauf angewiesen ist.

	$ Listing 5: Der Abschluss des Prompts mit der eindringlichen Aufforderung an das Modell, gute Arbeit zu leisten

▶
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shot sehr gut passt, und die Anzahl der Themen, die das Mo-

dell herausgelöst hat, wird für das Bild ebenfalls passend aus-

gegeben. Zudem ist auch die Liste mit konkreten Themen am 

Ende der Ausgabe sehr gut und stimmt mit den Informationen 

des Screenshots überein. Ein erfolgreicher erster Test.

Prompt-Nutzung in Python oder C#
Da dieser Prompt in der Regel nicht manuell im Chat zum Ein-

satz kommen soll, müssen wir ein geeignetes Modell per 

Code ansteuern. Beim oben beschriebenen Anwendungsfall 

ist das per Python geschehen. Generell funktioniert es aber 

auch in jeder anderen Sprache problemlos. Listing 6 zeigt ein 

Beispiel in C# auf Basis des OpenAI-SDK. 

Die Anforderungen an die Verarbeitung der Prompt-Er-

gebnisse sind nicht hoch, sodass etwas Code in einer prak-

tisch beliebigen Programmiersprache ausreicht, um die Er-

gebnisse zu nutzen.

Caching und Logging als zentrale Aspekte
Caching und Logging sind zentrale Aspekte bei der Arbeit 

mit Sprachmodellen, insbesondere wenn es darum geht, 

 Anfragen effizient zu verarbeiten und die Leistung des Sys-

tems zu optimieren. 

Caching bezieht sich auf die Speicherung von Ergebnissen 

wiederholter Anfragen in einem Zwischenspeicher, um sie 

bei ähnlichen oder identischen Anfragen schnell abrufen zu 

können, ohne das Sprachmodell erneut zu belasten. Dies ist 

nützlich, wenn häufig dieselben oder ähnliche Anfragen an 

das Modell gesendet werden. Ein gut implementiertes 

Caching-System kann die Reaktionszeit signifikant verkür-

zen und die Serverlast reduzieren. Das spart bares Geld, denn 

jede Anfrage in Form eines Prompts und der Antwort dazu 

verursacht Kosten. Ist die Anfrage identisch, ist es oft sinnvoll, 

die bereits erzeugte Antwort aus dem Cache zurückzugeben 

und sich den Roundtrip zum Sprachmodell zu sparen.

using System;

using System.Threading.Tasks;

using OpenAI_API;

using OpenAI_API.Completions;

namespace OpenAIPrompt

{

  class Program

  {

    static async Task Main(string[] args)

    {

      // Set your OpenAI API key

      string apiKey = "YOUR_API_KEY_HERE";

      // Initialize the OpenAI API client

      var api = new OpenAIAPI(apiKey);

      // Define the prompt based on the given  

        description

      string prompt = @"

        Du bist Experte für die Erstellung von Themen  

        zur Lernvorbereitung auf der Grundlage von  

        Inhalten eines fotografierten Dokuments (z. B.  

        einer Lehrbuchseite, einer Folie, eines  

        handschriftlichen Dokuments). Deine Aufgabe  

        ist es, aussagekräftige Themen zu erstellen,  

        die nur den sichtbaren Inhalt enthalten. Falls  

        Abbildungen enthalten sind, beziehe deren  

        Inhalt nur ein, wenn er für das Verständnis  

        entscheidend ist.

        Es wird mindestens ein Bild zur Verfügung  

        gestellt, wenn nötig auch mehrere. Diese  

        können zusammengehören, zum Beispiel 

        aufeinanderfolgende Seiten in einem Buch.

        <approach>

   ...

      ";

      try

      {

        // Create a completion request

        var completionRequest = new CompletionRequest

        {

          Prompt = prompt,

          Model = "gpt-4o-2024-08-06",

          Temperature = 0.1

        };

        // Get the response from OpenAI

        var completionResult = await  

          api.Completions.CreateCompletionAsync( 

          completionRequest);

        // Output the response

        foreach (var choice in  

          completionResult.Completions)

        {

          Console.WriteLine(choice.Text);

        }

      }

      catch (Exception ex)

      {

        Console.WriteLine($"Error: {ex.Message}");

      }

    }

  }

}

	$ Listing 6: Ein Modell mit dem erstellten Prompt in C# per Programm ansteuern
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Werden Anfragen an ein Sprachmodell gesendet, protokol-

liert ein Logging-System wichtige Details wie Zeitpunkt der 

Anfrage, Art der Eingabe, Antwort des Modells, benötigte 

Verarbeitungszeit und insbesondere die verbrauchte Anzahl 

an Token. Diese Informationen sind nicht nur wichtig, um die 

Leistung des Modells zu überwachen, sondern auch, um 

mögliche Fehler oder Anomalien zu identifizieren. Ebenso 

können Entwickler basierend auf Log-Daten Optimierungen 

vornehmen, wie etwa Anpassungen der Modellparameter 

oder der Infrastruktur. Zudem ermöglicht es die Auswertung 

von Kostenstrukturen, wenn die Anzahl an Token pro Anfra-

ge bekannt ist. Beim A-/B-Testen von Prompts und Modellen 

lässt sich so sehr gut nachvollziehen, welches Modell welche 

Kosten bei welchen Antwortzeiten und Antworten generiert. 

Listing 7 zeigt ein einfaches Beispiel in Python mit der Bib-

liothek hashlib [3]. Diese Bibliothek erzeugt einen Schlüssel 

auf Basis der Anfrage an das Sprachmodell. Ist diese noch 

nicht im Cache vorhanden, wird der Schlüssel mit dem zuge-

hörigen Wert, in diesem Fall die Antwort des Modells, im 

Cache gespeichert. Der Python-Code nutzt dazu die Biblio-

thek diskcache [4] als einfachen Cache im Prototyp.

Kleine Modelle als valide Alternative?
Eine Frage, die im Verlauf des obigen Projekts auftauchte und 

noch nicht abschließend beantwortet ist: Lässt sich die Auf-

gabe mit kleinen, spezialisierten Modellen bewältigen, die 

dann im besten Fall auch lokal in der Anwendung und nicht 

extern in der Cloud gehostet werden können? Kleine Model-

le, wie sie auf Hugging Face [2] verfügbar sind, bieten eine 

interessante Alternative für die Analyse und Beschreibung 

von Bildern. Oft als „leichte“ oder „mobile“ Modelle bezeich-

net, sind sie auf effizientes Arbeiten ausgelegt, indem sie we-

niger Rechenleistung und Speicherplatz benötigen.

Ein prominentes Beispiel ist das MobileViT-Modell [5]. Mo-

bileViT kombiniert die Effizienz von MobileNetV2 mit der 

Leistungsfähigkeit von Vision Transformers (ViT). Es wurde 

auf dem ImageNet-1k-Datensatz vortrainiert, der eine Mil-

lion Bilder und 1000 Klassen umfasst. Das Modell erreicht ei-

ne beachtliche Top-1-Genauigkeit von 78,4 Prozent bei einer 

recht geringen Anzahl von Parametern (5,6 Millionen) und ist 

damit sowohl genau als auch ressourcenschonend.

Die Anwendung dieser Modelle ist recht einfach. Mit der 

Transformers-Bibliothek von Hugging Face lässt sich bei-

spielsweise eine Pipeline für die Bildklassifikation einrichten. 

Hierbei lädt die Pipeline das Modell aus dem Hugging Face 

Hub. Ein Beispiel ist die Verwendung der Image-Classifica-

tion-Pipeline mit einem Modell wie ResNet-50, das eine ho-

he Genauigkeit bei der Bildklassifikation bietet. Eine Über-

sicht über die Aufgaben der Bildklassifikation bietet [6].

Die Wahl zwischen lokaler und Cloud-Ausführung von 

Bildverarbeitungsmodellen hängt von spezifischen Anforde-

rungen ab. Lokale Ausführung bietet Vorteile in Bezug auf 

Datenschutz, Sicherheit und geringere Latenz, erfordert je-

doch leistungsfähige Hardware. Cloud-Ausführung ermög-

licht Skalierbarkeit und Zugriff auf umfangreiche Rechenres-

sourcen, ist jedoch von einer stabilen Internetverbindung ab-

hängig und kann Datenschutzbedenken aufwerfen. Beide 

Ansätze haben ihre Vor- und Nachteile, die je nach Anwen-

dungsfall sorgfältig abgewogen werden sollten.

Fazit und Einschätzung
Language Models sind weit mehr als nur reine Textgenerato-

ren. Das konkrete Praxisbeispiel der Bildbeschreibung zeigt, 

wie gezielte Prompts und strukturierte Ausgaben zum Einsatz 

kommen, um komplexe Aufgaben effizient zu lösen. Das macht 

deutlich, dass die Integration solcher KI-Systeme nicht nur 

Textproduktion umfasst, sondern auch die Fähigkeit, Daten 

verschiedenster Art intelligent zu verknüpfen. Mit Plattformen 

wie Hugging Face wird diese Technologie zugänglich und 

vielfältig einsetzbar, wodurch KI immer mehr zum integralen 

Bestandteil praxisnaher, innovativer Lösungen wird. ◾
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messages = ...

hash_key = hashlib.sha256(self._normalize( 

  json.dumps(messages)).encode("utf-8")).hexdigest()

if hash_key in self._cache and use_cache:

    return self._cache[hash_key]

	$ Listing 7: Der Einsatz von Caching bei der Anfrage an ein Modell
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